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融合特征分类和独立字典训                                          
练的超分辨率重建
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摘要：超分辨率重建技术在重构图像细节、改善图像视觉效果方面具有重要作用。为进一步提高图像的重建质量，提

出了一种有效的超分辨率重建方法。首先提取图像块的几何特征来构造决策树，以期通过监督的方式进行图像块分类。
然后针对不同类型的图像块训练集，分别基于 K-SVD 独立训练相应的高分辨率字典和低分辨率字典。最后为了保证

图像块的准确和快速重建，对高分辨率训练集和低分辨率训练集的系数求解映射矩阵，其用于在重建阶段将低分辨率

稀疏系数映射为高分辨率稀疏系数以达到重建目的。实验结果表明，本文的方法与其他经典的超分辨率重建方法相比，
在重建效果方面具有明显提高。
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1　引　言

图像超分辨率重建技术是指从输入的一幅或多

幅低分辨率图像重建出高分辨率图像的技术。由于

高分辨率图像具有更加丰富而细腻的图像细节信息，

故超分辨率重建技术被广泛用于卫星遥感 [1]，医疗诊

断 [2]等领域。

超分辨率重建算法主要可以分为三类：基于插

值、重建和学习的算法。基于插值 [3-4]的算法主要利

用待重建像素和邻域像素之间的关系来推测待重建

像素的值。插值算法可以实现图像的实时重建，但是

重建出的图片往往过于平滑，很难得到较好的效果。

基于重建 [5-6]的算法一般基于重建模型加入先验知识，

使得基于重建的算法在边缘保持和人工效应的抑制

方面有着较好的效果，但是高频细节信息往往还是不

能有效地被重建出来，低分辨率图像和高分辨率图像

缩放尺寸越大，重建效果越差。与前两种方法相比，

由于基于学习的方法能够产生低分辨率图像中所没

有的高频细节信息，因此，近年来此类方法吸引了众

多研究者的关注。在此方法中，通过学习低分辨率图

像和对应的高分辨率图像之间的关系，来预测目标高

分辨率图像。Yang[7]等首先提出了利用字典进行超分

辨率重建的方法，即分别利用高低训练集训练相应

的高低分辨率字典，然后用不同的字典原子组合来

表示任何一种图像块的几何结构。在这类超分辨率

重建的方法中，非常关键的阶段就是字典训练过程，

许多研究者对此展开研究并作出相应改进。Yang[8]等

提出了联合字典训练，其利用单一字典训练的模式

将低分辨率和高分辨率字典放在一起进行训练得到

相应的字典对。Yang[9]等利用低分辨率字典对低分辨

率训练集进行稀疏表示并优化高分辨率字典，然后

利用低分辨率训练集自身的几何信息优化低分辨率

字典，不断迭代直到获得较好的高低分辨率字典对。

Xu[10]等基于 K-SVD方法在稀疏编码阶段利用高低分
辨率字典对相应训练集轮流稀疏编码的方法，迭代式

地训练出高低分辨率字典对。Zeyde[11]和 Timofte[12-13]

等利用 K-SVD[14]方法训练出低分辨率字典，然后基

于系数相等的原则，利用最小二乘的方式求解得到高

分辨字典。

以上字典训练方式均是基于高低分辨率系数不

变性原则，这样训练的字典往往对于字典原子的特征

表达能力具有一定的限制性。事实上，这两种稀疏系

数可能并不是严格相等的。为了能够以一种更加准确

并且灵活的方式训练字典，让字典原子能够充分发挥

相应的表达能力，本文基于 0范数原则，利用 K-SVD
方法进行独立字典训练以期能够重建出质量更好的

图像。

另一方面，经典的字典训练是利用整个训练集直

接训练高低分辨率字典对，这两类字典中的原子无

差别地排列在字典之中，这样会造成各种类型的特

征原子在重建图像块的过程中相互影响。所以本文依

据图像块自身固有的几何特征进行分类，采用分类

图 1　超分辨率重建过程图
Fig. 1　The flowchart of super-resolution reconstruction
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重建的思想进一步优化。Yang [15]，Yang [16]和 Dong [17]

利用 K-means算法将训练集进行分类获得 K对字典，

从实验结果上看，利用 K对字典进行重建取得了更
加理想的重建结果。然而由于 K-means的非监督性，

难以取得更加理想的分类效果。本文将图像的几何特

征加入到分类算法中，设计了一种基于决策树的监督

型分类算法。实验表明，与其他经典的重建算法相比，

本文提出的方法在视觉感官和评价指标方面都具有

明显的提高。

图 1展示了本文方法的全局重建流程，首先提取

图像 Y通道的分量，并在插值重建后，分割图像块，

提取相应特征。然后将特征输入到决策树中进行分

类，针对每一类别训练字典并重建图像获得高频分

量，最后将重建出的高频分量与 Cb和 Cr通道的分
量进行融合，获得最终的高分辨率重建图像。

2　数据准备与训练集分类

2.1　数据预处理

首先，与色度和饱和度相比，人眼对亮度具有更

强的敏感性，所以只对亮度通道进行超分辨率重建，

即对原始图像进行提取 Y通道得到图像 X。

其次，需要得到两类图像用于字典训练——

高分辨率和低分辨率图像，所以对图像 X以采样
因子 s(s ≥ 1)进行下采样得到图像 Xs，然后对 Xs以

采样因子 s进行上采样得到低分辨率图像 Xl，将图

像 Xl按照从上到下，从左到右的次序进行分块得到

。另一方面，提取图像 X的高频作
为高分辨率图像 Xh，提取方法为：Xh=X-Xl，然后按

照同样的方式对 Xh进行分块得到 。

为了后期能够将训练集用于分类和字典训练

中，即能够更好地计算块间距离和增加稀疏编码的

准确度，根据下面的滤波器，对每个低分辨率图像

块提取四组特征数据，并将这 4个特征数据首尾依
次相接形成该图像块的一个特征向量 : 

，式中 f1 和 f2 是

分别用于求取图像水平方向的一阶和二阶导数，f3和

f4是其对应的转置，分别用于求取图像垂直方向的一

阶和二阶导数。

最后，特征向量的首尾相接造成了低分辨率特征

向量的维度过大，为了加快超分辨率重建的效率，在

保持原图像特征块 99.99%的能量下，利用主成分分

析 (principal component analysis，PCA)方法进行降维，

并将结果作为最终的低分辨率训练集。

2.2  利用决策树分类训练集

在对训练集中的图像进行分块之 后，提取图像

块自身的几何特征并依此构造分类决策树。本文将图

像块大致归为 3类：平滑块、方向主导块和随机方向

块，其中平滑块是指训练集中几何结构平滑、块中

像素值相差不大的块；方向主导块是指训练集中具有

某个明确方向的块，这种图像块多出现于图像的纹

理过渡部分；随机方向块介于上述两种块中间，它

既没有前者的平滑的纹理，也没有后者明确的方向，

往往具有多个方向或者异于块中整体纹理的随机点，

具体分析如下：

1) 平滑块最大的特点在于块内像素值差别不大，

这导致平滑块的方差 τ与另外两者相比较小，因此将

方差作为一个划分训练集类别的图像特征。

2) 随机方向块和方向主导块最大的不同在于块
内是否具有明显的边缘方向，很难通过简单的统计信

息对二者进行区分，文中借鉴了 Feng[18]中分解梯度

场的思想来提取块内纹理的方向。若用 f(x, y)表示一
个图像，则此图像在点 (xi , yj)处的梯度为：

 ，          (1)

式中： 和 分别代表图像 f(x, y)在 x
和 y方向的偏导，1 ≤ k ≤ N，N 为图像块中像素个数，

则对于每个图像块的局部梯度场 为

   。                       (2)

对此梯度场 G进行奇异值分解 (SVD)可以得到：

G=USVT，矩阵 S中的奇异值 σ1和 σ2代表了梯度场

主次方向的能量值，V中第 1列 v1和第 2列 v1分别

为梯度场的主次方向。根据能量值 σ1和 σ2定义用于

图像块的梯度特征 γ为

 
    ，                               (3)

由式 (3)可得 γ ∈ [0, 1]，若两种能量值相差越大，

图像特征 γ越大，则图像块为方向主导块的概率越大；

反之，图像块为随机方块的概率越大。

3) 对于方向主导块来讲，将梯度场的主方向旋

转 π/2即为块中纹理的主方向，本文进一步利用图像

块主方向与水平方向的角度 θ对方向主导块进行分
类，同时将角度 θ作为建立决策树的特征，角度 θ计
算公式为：
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     ，                       (4)

式中：v1(x)和 v1(y)分别为梯度场主方向的相应坐标
值。

图 2为建立的经验决策树，其中在利用角度对

方向主导块更细粒度的分类时，依据步长 π/6将区
间 [0, π]进行划分，使得相应方向主导块能够落入相

应的类别下，具体分类方式为：

假设训练集为 ，则对于每个图

像块 xi 都对应着一条特征记录 。从树中

可以看出，首先利用方差 τi对训练集进行分类，若

τi≤τ*，则图像块 xi为平滑块，其中 τ*为某个常数临
界方差值；否则利用分类信息 γi进一步分类随机方

向块和方向主导块，若 γi≤γ*，则方向块 xi为随机方

向块，γ*为特征 γ的分类临界值；否则利用角度 θi

将方向主导块依据角度划分到不同的类别。

 

3　独立字典训练与图像重建

3.1　字典独立训练

许多经典的字典训练方式都是基于系数不变性

的假设，然而这往往对字典训练具有一定限制作用，

从而影响图像的重建。所以本文提出了字典独立训练

的方式。 
确切地说，利用 K-SVD方法分别训练每类训练集

对—— 和 ，

以期获得低分辨率子字典和高分辨率子字典，相应公

式为：

        

                              
，   (5)

      

                              
，   (6)

式中： 表示第 k类训练集的低分辨率字典，

表示利用当前字典获得的本类低分辨率训

练集的系数矩阵， 和 分别表示相

应的高分辨率字典及其系数矩阵， 表示低分辨率

块 的稀疏系数， 表示高分辨率块 的稀疏系数，
T是稀疏度约束，是一个整数常量。dl表示低分辨率

字典原子维度，dh表示高分辨率字典原子维度，n表

示字典原子个数，N表示训练集中图像块的个数。

式 (5)和式 (6)表明在满足稀疏度 T的条件下，

训练出的字典需要能够最优近似训练集中的所有块，

使得均方误差项达到最小。为了达到这个目的并训练

出特征表达能力更准确、更完善的字典，低分辨率字

典 和高分辨率字典 分别依据式 (5)和式 (6)通过

K-SVD进行独立训练得到。下面以低分辨率字典

为例描述一下训练细节。

1) 初始化：随机选择训练集中的样例来初始化
低分辨率字典 。

2) 稀疏编码阶段
对于给定的训练集 ，利用当

前低分辨率字典 对每个训练项基于式 (7)进行稀疏
编码，最后将稀疏系数按列依次组合得到系数矩阵

。本文利用 OMP追踪算法来解决式 (7)中 0范数
的稀疏表示问题，具体的稀疏编码模型为：

             

                         
，     (7)

             

                          
。  (8)

3) 字典更新阶段

利用稀疏编码阶段获得的系数矩阵 ，按列更新

当前字典中的每一项原子 di( )，以及
更新与该原子相关的系数 ( )， 表

示系数矩阵 中的第 i行。字典的训练目标是最小化

训练集和字典表示结果的均方误差：

图 2　分类决策树
Fig. 2　The decision tree of classification
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。            (9)

为了更新原子 di及其相关系数 ，定义误差矩

阵 Ei来指示原子 di应该更新的内容，即 Ei则代表着

子项 di 需要表示的成分：

  
。                   (10)

然后对 Ei进行奇异值分解 (SVD)，选择具有最
大能量的奇异值来最优逼近 Ei。但是存在的问题是对

Ei直接进行奇异值分解，在更新与 di相关的系数  
时往往会造成系数的非稀疏性。所以建立索引 ωi用

来指示  的非零项 : 
  ，           (11)

根据式 (11)建立一个 0~1映射矩阵   ，使
得系数 被映射之后只保留非零项，即 ，其中

是 中的非零元素依次排列得到。利用相同的思

想进行处理 Ei可以得到： ，然后对 进行

SVD分解后得到：

 
   ，                (12)

其中：U为左奇异向量 u组成的矩阵，V为右奇异
向量 v组成的矩阵，Λ为 k个奇异值 σ组成对角阵。

奇异值 σj越大，代表子项 与矩阵 差别越小，
表示所占能量越大，因此选择奇异值最大的那一项

来更新字典原子及其系数，即用 um更新 di，

用 依据相应索引 ωi更新 。

不断重复步骤 2)和步骤 3)，直到满足迭代停止

条件为止。此时获得了低分辨率字典 和相应的稀

疏系数矩阵 ，以同样的方式依据式 (6)训练高分辨
训练集得到高分辨率字典 和系数矩阵 ，其中在

进行稀疏编码时利用式 (8)。

3.2　多类映射函数学习

经过决策树算法分类训练集之后，获得了 K个

训练集对 ，针对每类训练集训练字典，可

以得到一个用来表达该类的字典对 和相应的

系数矩阵 。但是由于独立训练的关系，导致

低分辨率字典 表达一个低分辨率图像 Y的稀疏系
数与高分辨率字典 表达 Y对应的高分辨率图像 X
的系数不一致。虽然字典对各自的训练集能够进行有

效表示，但如果继续利用低分辨率系数矩阵 来恢

复高分辨率图像，往往会造成重建结果不理想，一方

面是因为欠拟合和过拟合因素，另一方面因为原子选

择的因素。因此有必要基于系数矩阵 和 去求解

它们的关系映射以达到更好的重建效果。

同一类训练集中的图像块具有类似的几何结构，

所以它们的稀疏系数也具有一定的相似性。在基于

质量和效率的考虑下，线性映射足以用来求解这个

关系映射函数。本文利用最小二乘方法 (least square, 
LS)来求解，则第 k类训练集的映射求解公式可写为

   。              (13)

式 (13)的解析解为

   。                  (14)

对每类训练集中的系数矩阵应用式 (14)即可获

得相应的映射矩阵 。

3.3  图像重建

假设给定待重建图像 ，利用决

策树对每个待重建的块 yi进行分类，若图像块 yi根

据相应的分类特征划分到了第 k类训练集，则利用相

应的低分辨率字典 对图像块 yi进行稀疏编码得到

稀疏系数 ，此问题可以表示成：

  。      (15)

式 (15)可以通过 OMP算法进行逼近求解得到块

yi的稀疏系数 。根据预先计算的本类训练集映射矩

阵Mk，利用 来计算高分辨率字典 表示 yi的高分

辨率版本 xi的系数 ：

   。                               (16)

重建模型为
 ，                                   (17)

则结合式 (14)、式 (16)和式 (17)，可得到：

。   (18)

由式 (18)可知，只需通过一次稀疏编码求出低

分辨率稀疏系数 即可获得块 yi的重建块 xi。最后将

所有重建的块 进行拼接组合得到重建的高

分辨率图像 X，其中块重叠区域取像素均值。

4　实验结果与分析

为验证本文方法的有效性，本文方法与 Yang[8]和

Zeyde[11]的基于稀疏编码的方法、Chang[19](NE+LLE) 
和 Bevilacqua[20](NE+NNLS)的基于最小二乘回归的方
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法以及 Timofte[12]的锚定邻域回归 (ANR)方法进行实

验对比。其中，在训练集分类阶段，本文选用的方

差阈值 τ为 0.001，当图像块放大 2倍时，对应高分

辨率图像块尺寸为 6×6，分类特征 γ阈值设置为 0.3 ；

当图像块放大 3倍时，对应高分辨率图像块尺寸为

9×9，分类特征 γ阈值设置为 0.2；当图像块放大 4倍时，

对应高分辨率图像块尺寸为 12×12，分类特征 γ阈值

设置为 0.17。另外，为保证比较好的重建结果，设置

稀疏度 T为 20，字典原子个数为 1024。用于测试的

图像集如图 3所示。

表 1展示了图像在放大 3倍时的重建结果，本

文选用了 PSNR、SSIM[21]、VIF[22]和 FSIM[23]作为评

价指标，其数值均是越大，表示图像重建效果越好。

在 PSNR方面，本文的重建结果比 Yang[8]、Zeyde[11]、

NE+LLE、NE+NNLS以及 ANR方法平均依次要高出

0.76、0.36、0.48、0.61、0.45。相应地，在 SSIM 方

面，本文的重建结果平均依次要高出 0.0164、0.0060、

0.0071、0.0108、0.0062 ；在 VIF和 FSIM指标方面，

本文的重建结果依然比其他方法具有明显优势。综上

所述，表 1的实验数据直接表明了本文方法的有效性。

为进一步验证本文算法的有效性，表 2展示了在

图像放大倍数分别为 2、3、4的情况下的重建结果，

其中每一项数据均为图 3中所有图片重建结果的平

均值。表中数据表明，本文的重建结果在不同放大

倍数情况下均比其他方法的重建结果质量高。具体

来讲，与 ANR方法相比，当放大倍数为 2的时候，

本文方法的重建效果在 PSNR方面比 ANR要高出

0.21，在 SSIM方面要高出 0.0009 ；在 VIF方面要高

出 0.0017 ；在 FSIM方面要高出 0.0019。同样地，当

放大倍数为 3的时候，在 PSNR方面要高出 0.45，在
SSIM方面要高出 0.0062，在 VIF方面要高出 0.0138，
在 FSIM方面要高出 0.0067 ；当放大倍数为 4的时候，

在 PSNR方面要高出 0.37，在 SSIM方面要高出 0.0077，
在VIF方面要高出 0.0109，在FSIM方面要高出 0.0082。
这基本可以说明在放大倍数较大时，本文算法的可用

性和稳定性相比其他方法更好一些。

另一方面，为展示本文设计的决策树分类算法的

优势，分别利用决策树以及 K-means算法分类训练
集，然后训练字典并重建图像。同时为保证对比的

公平性，同样利用 K-means算法将训练集分为 8类。

表 3展示了本次实验的比较结果，从表中数据可以

看出，利用 K-means分类重建的平均 PSNR为 32.88，
平均 SSIM为 0.9285，本文方法的重建结果在 PSNR
方面比 K-means重建结果高 0.34，在 SSIM方面比
K-means重建结果高 0.0025，在 VIF方面高出 0.0087，
在 FSIM方面高出 0.0030。实验数据对比结果表明本
文的决策树分类效果比 K-means更准确。

最后，表 4展示了关于时间方面和其他算法的对
比试验，表中数据为当图像放大倍数为 3时，重建图

3中所有图片所需要的平均时间，单位为 s。从表中
数据可以看出，本文方法的平均时间为 7.62 s，这个
时间快于 Yang[8]和 NE+NNLS，但慢于其他方法，这

是因为本文算法需要对每个图像块进行稀疏编码而

非像 ANR那样利用离线式映射矩阵重建图像。

5　结   论
本文结合特征分类和独立字典训练提出了一种

有效的超分辨率重建方法。利用了分类重建的思想，

图 3　图像集。(a) 帽子；(b) 比赛；(c) 鸟；(d) 工长；(e) 帆船；(f) 花；(g) 女孩；(h) 蝴蝶；(i) 鹦鹉
Fig. 3　Image set. (a) Hats; (b) Match; (c) Bird; (d) Foreman; (e) Sailboats; (f) Flowers; (g) Girl; (h) Butterfly; (i) Parrots

 (a)                                            (b)                                            (c)                                (d)                                     (e)

 

 (f)                                             (g)                                               (h)                                              (g)
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Image Evaluation　 Bicubic Yang Zeyde NE+LLE NE+NNLS ANR Proposed

hats

PSNR 32.07 33.11 33.50 33.29 33.24 33.24 33.88

SSIM 0.8799 0.8900 0.9031 0.9004 0.8991 0.9002 0.9083

VIF 0.4633 0.4688 0.5723 0.5671 0.5574 0.5664 0.5956

FISM 0.8886 0.9055 0.9196 0.9161 0.9142 0.9153 0.9257

match

PSNR 23.39 24.17 24.19 24.22 24.14 24.26 24.51

SSIM 0.6479 0.7081 0.7052 0.7091 0.7006 0.7117 0.7229

VIF 0.2965 0.3287 0.3565 0.3596 0.3501 0.3634 0.3755

FISM 0.7823 0.8246 0.8215 0.8247 0.8183 0.8265 0.8347

sailboats

PSNR 28.16 28.94 28.95 28.83 28.74 28.84 29.17

SSIM 0.8390 0.8559 0.8635 0.8597 0.8582 0.8598 0.8686

VIF 0.3759 0.3656 0.4465 0.4437 0.4354 0.4458 0.4599

FISM 0.8513 0.8717 0.8758 0.8705 0.8684 0.8691 0.8800

girl

PSNR 30.37 31.33 32.21 31.82 31.71 31.76 32.31

SSIM 0.8734 0.8694 0.8906 0.8868 0.8821 0.8867 0.8927

VIF 0.4424 0.4358 0.5315 0.5292 0.5203 0.5333 0.5483

FISM 0.8950 0.8944 0.9215 0.9148 0.9114 0.9126 0.9206

parrots

PSNR 30.66 31.23 31.40 31.40 31.31 31.43 31.77

SSIM 0.9042 0.9056 0.9181 0.9182 0.9154 0.9190 0.9216

VIF 0.5170 0.4733 0.5914 0.5952 0.5820 0.5981 0.6037

FISM 0.9323 0.9350 0.9452 0.9453 0.9421 0.9457 0.9482

bird

PSNR 32.58 34.11 34.51 34.50 34.23 34.53 35.08

SSIM 0.9256 0.9391 0.9476 0.9474 0.9429 0.9485 0.9522

VIF 0.5504 0.5842 0.6555 0.6576 0.6399 0.6637 0.6725

FISM 0.9283 0.9449 0.9498 0.9493 0.9450 0.9502 0.9548

flowers

PSNR 27.23 28.25 28.42 28.35 28.21 28.45 28.68

SSIM 0.8013 0.8297 0.8376 0.8377 0.8327 0.8396 0.8436

VIF 0.3683 0.3988 0.4467 0.4463 0.4365 0.4516 0.4613

FISM 0.8445 0.8713 0.8760 0.8745 0.8699 0.8764 0.8818

foreman

PSNR 31.18 32.04 33.16 33.10 32.94 33.15 33.72

SSIM 0.9058 0.9132 0.9294 0.9284 0.9251 0.9292 0.9355

VIF 0.5309 0.5326 0.6348 0.6392 0.6222 0.6449 0.6605

FISM 0.9123 0.9287 0.9385 0.9383 0.9349 0.9388 0.9455

butterfly

PSNR 29.43 30.71 31.09 30.89 30.74 31.02 31.63

SSIM 0.9198 0.9290 0.9380 0.9357 0.9339 0.9371 0.9423

VIF 0.4600 0.4576 0.5461 0.5457 0.5318 0.5513 0.5658

FISM 0.9658 0.9750 0.9820 0.9808 0.9799 0.9816 0.9856

average

PSNR 29.45 30.43 30.83 30.71 30.58 30.74 31.19

SSIM 0.8552 0.8711 0.8815 0.8804 0.8767 0.8813 0.8875

VIF 0.4450 0.4495 0.5312 0.5315 0.5195 0.5354 0.5492

FISM 0.8889 0.9057 0.9144 0.9127 0.9094 0.9129 0.9196

表 1　图像放大 3 倍的重建结果数据表
Table 1　The experimental results with magnification 3
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并针对 K-means分类的非监督性，提取分类特征并

设计了基于决策树的分类方式，达到了比较好的分类

效果。另一方面，本文提出的这种字典训练方式是按

照相应训练集类别进行独立字典训练，并根据二者的

映射关系实现了具有质量保证的图像重建，同时在

重建期间只使用了一次稀疏编码，从而保证了效率。

实验结果直接表明本的方法比其他经典方法具有更

好的重建质量。
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Image super-resolution reconstruction by 
fusing feature classification and independent          

dictionary training
 Wang Ronggui, Wang Qinghui*, Yang Juan, Hu Min

School of Computer & Information, Hefei University of Technology, Hefei, Anhui 230009, China

The flowchart of super-resolution reconstruction

Overview: Super-resolution reconstruction plays an important role in reconstructing image detail and improving image 
visual effects. It aims at reconstructing a high-resolution image from one or multiple low-resolution images. Because 
the high-resolution image contains more details than the low-resolution image, the high-resolution image possesses 
more values in remote sensing, medical diagnostic and so on. The super-resolution reconstruction can be divided into 
three categories: interpolation-based methods, reconstruction-based methods and learning-based methods. Because the 
learning-based methods can generate high-frequency details which are not available in the low-resolution, it attracts the 
attention of many researchers, and gradually becomes the main method of super-resolution reconstruction. We proposed 
a new effective super-resolution method based on the classification reconstruction and independent dictionary training. 
Most of the current classification of reconstruction methods are based on kmeans, but it tend to be difficult to further 
improve quality of reconstruction images due to the way of unsupervised clustering. So we analyze different image 
patches and three features including variance, and gradient feature, which are used to generate the decision tree for 
classification. Variance is used to distinguish smooth patches and other patches, gradient feature is used to distinguish 
stochastic patches and direction patches, and the last one is used to further distinguish directions. The experimental 
results show that our classification method has better classification results than kmeans. On the other hand, we train the 
high and low-resolution dictionaries based on K-SVD independently for different types of training sets. However, there is 
an obvious difference between the low-resolution coefficient and the high-resolution coefficient due to the independent 
dictionary training. Although the dictionary can represent respective training set well, the reconstructed images tend 
to be inferior if we insist on replacing the high-resolution coefficient using the low-resolution one. So it is necessary to 
solve their mapping function in order to achieve the better reconstruction effect. The mapping function is used to map 
the low-resolution coefficients to high-resolution coefficients during the reconstruction phase to ensure accurate and 
fast reconstruction of the image patches. We show the experimental results in detail when the magnification is 3, the 
experiment with different magnification and the comparative experiment with K-means. In general, the experimental 
results show that the proposed method has a significant improvement in the reconstruction effect compared with other 
classic methods.
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